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Abstrakt: Webova aplikace EasyMiner je akademicky nastroj pro ziskavani znalosti
z malych i velkych dat ve formé asociacnich pravidel. Systém vyuzZiva prostredi
Apache Hadoop a Apache Spark pro zpracovani velkych datovych zdroji na
vypocetnim clusteru MetaCentra sdruzeni CESNET. Aplikace se sklada z nékolika
mikrosluzeb, které vykonavaji rizné operace z oblasti strojového uceni a jako celek
tvori data miningovy software fungujici jako cloudova webova sluzba - SaaS.

Klicova slova: dolovani asociacnich pravidel, data mining, machine learning,
klasifikace, detekce anomalii, byznys pravidla, MLaaS, SaaS, cloud computing, big
data, Hadoop, Spark

Abstract: EasyMiner is a web service for association rules mining. A new version of
this tool uses Apache Hadoop and Apache Spark for big data analysis in the
MetaCloud of the CESNET association. The application consists of several services
for dataset uploading into a server site, preprocessing, association rules discovery and
classification based on associations. All services communicate with each other
through REST APIs and form a complex software working as a service in the cloud.

Keywords: association rules mining, data mining, machine learning, classification,
anomaly detection, business rules, MLaaS, SaaS, cloud computing, big data, Hadoop,
Spark

1. Uvod

Akademicky nastroj EasyMiner! je webovéa sluzba, vyvijena pfevazné na katedie
informaéniho a znalostniho inzenyrstvi Vysoké S$koly ekonomické v Praze, se
zaméfenim na dolovani asociaénich pravidel z datab&zi (Agrawal, et al., 1993).
Aplikace poskytuje grafické uzivatelské rozhrani (viz Obrazek 1) a je schopna vykonat
v8echny nutné operace pro ziskavani znalosti z dat od nahravani datovych zdrojl pfes
pfedzpracovani az po samotné dolovani a interpretaci vysledk(. Nova verze tohoto
nastroje dokaze zpracovat i velka data diky nasazeni do prostiedi Apache Hadoop? a
Apache Spark® a lze ji pouzit pro akademické ucely bez jakychkoliv omezeni
s vyuzZitim vypocetniho clusteru na pudé MetaCentra* sdruzeni CESNET. Mezi
nejdulezitéjSi operace, které Ize v systému EasyMiner vykonavat, patfi:

e Proudové nahravani datovych zdroju do datového ulozisté

1 http://lwww.easyminer.eu

2 http://hadoop.apache.org/

3 http://spark.apache.org/

4 https://www.metacentrum.cz/cs/
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e Transformace a pfedzpracovani dat pro ucely rychlejSiho dolovani znalosti
e Dolovani asocia¢nich pravidel dle uzivatelskych poZzadavku

e  Tvorba klasifikacnich modell ze ziskanych pravidel

e Manipulace s mnozinou ziskanych pravidel

Nastroj Ize tedy v kontextu cloudovych sluzeb zafadit do kategorie MLaaS (Machine
Learning as a Service) (Ribeiro, et al., 2015) a Ize jej rovnéz pouZit jako alternativu ke
komer&nim produktdm poskytujici nastroje pro strojové uceni ¢i dolovani znalosti, jako
jsou napt. BigML.com ¢&i Microsoft Azure ML.

Jednim z cilt této prace je poskytnout nahled na funkce a architekturu dolovaciho
systému EasyMiner a vysvétlit u€el pouziti nastroje pro extrakci znalosti a jejich vyuziti
v praxi (viz kapitoly 2, 3 a 4). V dalSich kapitolach (5 a 6) jsou popsany jiné pfistupy i
jiné sluzby strojového uceni slouzici k ziskavani znalosti z dat a k vykonavani
prediktivni analyzy. Na zakladé této reSerSe a popisu existujicich sluzeb typu MLaaS
Ize Iépe vystihnout slabé a silné strdnky nastroje EasyMiner a pochopit vyhody ¢&i
nevyhody pravidlového pfistupu oproti jinym feSenim.

EasyMiner

easy association rule mining ko_bank_all 2016-02-24 22:24:53

Association rule pattern

Antecedent Interest measures Consequent

age () and district (") and payments (') and rating salary2

salary

Sy

# with pruning

Data fields
Discovered rules

age(*) and district(*) and payments(*) and salary(*) => rating(*)

age([47;56)) & payments(500) — rating(bad)
1

age([29;38)) & payments(500) — rating(bad)
1 0.049

Obrazek 1 Nahled na grafické uzivatelské rozhrani nastroje EasyMiner.

2. Pravidla jako reprezentace znalosti

Proces ziskavani pravidel z databazi patfi mezi zakladni uUlohy v oblasti dolovani dat
(angl. data mining), v némz dochazi k objevovani novych znalosti (Aggarwal & Han,
2014) (Friedman, et al.,, 2001) (Tan & others, 2006). Pravidla jsou tedy jednim
z prostfedkl pro reprezentaci znalosti a daji se dale v praxi vyuzit pro jiné ulohy, at uz
z oboru informatiky Ci business intelligence. Pravidlo zapisujeme bud ve tvaru IF-
THEN nebo jako implikaci pfedstavujici podminény vyrok definovany v matematické
logice jako:
A=F
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Toto pravidlo ve tvaru implikace se sklada zlevé a pravé strany (antecedent a
konsekvent) a da se interpretovat nasledovné ,pokud plati vyrok A, potom plati i vyrok
B

UvaZujme databazi klientd néjaké banky poskytujici uvéry. V ramci kazdého Uvéru
mame podrobna data o klientovi v€etné informace o UspéSnosti splaceni daného
uvéru. Na zakladé takovychto dat Ize sofistikovanou metodou hledat pravidla napfi¢
celou databazi v nasledujici podobé:

Plat{vysoky) A Bydlisté (Praha) = Splici{dobie)

Vek([45;50]) A PocetDEH(3-4) A Viastniduto{Ano) = Splaci(Epatné)
V oblasti dolovani dat se obvykle setkdvdme s pojmem dolovani asocia€nich pravidel,
coz je specifickd Uloha pro hledani pravidel, u kterych dale definujeme miry

zajimavosti, podle kterych urCujeme relevanci nalezenych pravidel (Agrawal, et al.,
1993). Jsou to obvykle:

e spolehlivost pravidla (angl. confidence), tj. podminéna pravdépodobnost
vyskytu pravé strany pravidla dané levou stranou pravidla

e podpora pravidla (angl. support), tj. celkovy pocet zaznamu v databazi, které
pokryvaji dané pravidlo

Pokud tedy vezmeme prvni pravidlo z pfikladu a zjistime, Ze ma spolehlivost 90% a
podporu 5% (napf. 50 zaznam(l z 1000 evidovanych), znamena to, Ze 90% zakaznikd
z Prahy a vysokym platem dobfe splaci a zaroven takovychto lidi je celkové 5% ze
vSech klientd, které banka eviduje. Takovouto znalost mize banka pouzit napf. pro
marketingové Ucely ¢&i k predikci chovani novych zakazniku.
Cilem ulohy pro hledani novych znalosti v datech je objevovani pravé takovych
pravidel, ktera jsou pro nas zajimava a maji vysokou miru spolehlivosti a podpory
(Agrawal, et al., 1994). Z mnoziny vystupnich pravidel Ize poté odhalit pfFislusné
znalosti, které nam mohou pomaoci fesit rizné byznys problémy. Relevantni pravidla si
Ize predstavit i jako vzory, které se v databazi vyskytuji s vysokou frekvenci. Tyto
frekventované vzory mGzou pomoci k lep§imu porozuméni datim, at uz se jedna
o chovani zakaznik(, charakteristiky produktl apod. Sada pravidel mize byt dale
pouzita k feSeni uloh strojového uceni, napf. k prediktivni analyze nebo k odhalovani
anomalii v datech (Bing, et al., 1998) (He, et al., 2005). Vyhodou pouziti pravidlovych
modeld je snadna Citelnost vysledku, kterym dokazi porozumét i nedatovy experti.

3. EasyMiner — nastroj pro ziskavani pravidel

EasyMiner je webova sluzba, ktera se primarné orientuje na hledani asociacnich
pravidel v databazich a je navrzena tak, aby bylo mozné s jeji pomoci feSit kompletni
workflow pro dolovani dat dle metodiky CRISP-DM (viz Obrazek 2) (Wirth & Hipp,
2000). Jednotlivé faze procesu dolovani, definované v této metodice, jsou separované
implementovany jako samostatné mikrosluzby v ramci celého systému EasyMiner.
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Porozuméni Porozuméni
roblematice datum

Priprava dat

~— Modelovani

Interpretace

Obrazek 2 Metodika CRISP-DM pro ziskavani znalosti z databazi.

Jedna se tedy o sluzby pro nahravani dat (véetné nahledid do zakladnich statistik
o vstupnich datech), transformaci a pfedzpracovani dat, dolovani neboli modelovani,
interpretaci vysledk( a finalni vyuZiti exportovanim vysledného modelu nebo
vygenerovanim analytické zpravy. VesSkeré algoritmy od nahravani vstupnich dat, pfes
pfipravu dat az po samostatné hledani pravidel jsou tedy poskytovany jako sluzba
typu SaasS, ktera je nasazena na akademickém vypocetnim cloudu. VSechny dolovaci
operace se provadéji na strané serveru resp. mnoziny serverli a daji se spoustét jak
pomoci RESTového API, tak i pomoci grafického uzivatelského rozhrani.

3.1 Pripad uziti: banka poskytujici uvéry

Uvazujme pfiklad z pfedchozi kapitoly; méjme banku poskytujici uvéry, jejiz
problémem je vysoké procento Spatnych Gvéra (zakaznici splaceji Uvéry s problémy).
Banka se proto rozhodla upravit marketingovou strategii a zaméfit se pouze na takové
potencialni klienty, u kterych je vysokd pravdépodobnost, Ze budou splacet bez
problém0. Cilem je vytvofit model, ktery na zékladé Udaju o Zadateli o Gvér dokaze
predikovat schopnost splaceni potencialniho klienta. Na vstupu mame tabulku
o dosavadnich zakaznicich, kde kazdy fadek predstavuje pravé jednoho klienta a
jednotlivé sloupce predstavuji jeho rysy (napf. vék, pohlavi, plat, zaméstnani, vyse
splatky, bydlisté apod.). Dale je v datech zahrnuta informace o tom, zdali klient splaci
s problémy nebo bez problém(. Ulohou je nalézt takova pravidla kde konsekventem
(neboli pravou stranou pravidla) je rys definujici kvalitu Gvéru, kterou chceme
predikovat. Z téchto pravidel ve finale zkonstruujeme klasifikaéni model, ktery nam
bude predikovat kvalitu Uvéru Zadatele na zakladé jeho rysu.

Nahrani dat

Vstupni data ve formé tabulky Ize jednoduchym zplisobem nahrat do EasyMineru.
Poté si lze jednodu$e vizualizovat jednotlivé sloupce v podobé histograml a
u numerickych sloupcli si nechat zobrazit zakladni statistické informace jako
(minimalni hodnota, maximalni hodnota, primér, median, smérodatna odchylka
apod.). Rovnéz neni problém si zpétné prochazet jednotlivé fadky v tabulce.

SYSTEMOVA INTEGRACE 3-4/2016 59



Vaclav Zeman

Upload dataset - sele ag9€

Type: int  Min value: 20
You can upload a CSV file (optionally packed in pjstinct values count:46  Max value 85
Rows count: 6181 Average value:41.9026
Upload Vybrat soubor |Soubor nevybrar
file 240
Database Limited DB (recommended) 180 u

36

type: 120 Count: 207

Recom
Configtee Upioad LA S R T S R U TS

Obrazek 3 Nahravani dat a vizualizace atributli v systému EasyMiner

Priprava dat

Aby bylo mozné pouzit jednotlivé sloupce k hledani pravidel je nutné je nejdfive
pfipravit. Sloupce Ize bud pfipravit hromadné, nebo individualné. Pfi operaci pfipravy
Ize data upravit resp. pfedzpracovat dle implementovanych metod, jako jsou napf.
automaticka diskretizace numerickych sloupcli, ruc¢ni vytvareni intervald nebo
sluéovani hodnot do vlastnich kategorii. Pfedzpracovany sloupec je jiz pfipraven ke
spusténi procesu pro hledani pravidel.

New preprocessing - Equidistant intervals

This preprocessing splits numerical values into intervals with equidistant length.

Distinct values count:5

Format values: [20;65]

Preprocessing name

Create attribute with name: age

Equidistant intervals from: 20 1250
125
Equidistant intervals to 65 . — -

[20,29) [29,38) [38.47) [47.56) [56.65]

5
‘Save preprocessing & create attribute m

Obrazek 4 Pfedzpracovani atributi v systému EasyMiner

Intervals count:

Hledani pravidel

V dal$i fazi si jiz mizeme namodelovat vzor pro pravidla, ktera chceme dostavat na
vystupu. Lze specifikovat, které sloupce a hodnoty chceme mit na levé a pravé strané
pravidla, dale si Ize urcit minimalni prahy mér zajimavosti jako je napf. spolehlivost a
podpora. Nastroj poté hleda pouze ta pravidla, ktera pfesahuji minimalni prahy téchto
nadefinovanych mér zajimavosti a rovnéz se shoduji s namodelovanym vzorem.
Béhem tohoto kroku Ize rovnéz zvolit, zdali chceme pravidla pfizpUlsobit pro prediktivni
analyzu.
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Association rule pattern

Antecedent Interest measures Consequent

Confidence: 0.7

age (") and district (*) and payments (*) and rating (*)

Support: 0.01

salary () &k Add interest measure

~ Mining has finished! Work with discovered rules, or modify the rule pattern... m

@ with pruning...

Obrazek 5 Modelovani vzoru pro dolovani asocia¢nich pravidel.

Interpretace a vyuziti pravidel

Nastroj nam béhem kratké doby vrati vSechna pravidla, ktera splfiuji nadefinované
podminky. Pravidla jsou vizualizovana ve tvaru implikace a zahrnuji zakladni
statistické informace o daném pravidlu, tj. spolehlivost pravidla, podpora pravidla
apod. S pravidly Ize v systému manipulovat, daji se hodnotit, upravovat a exportovat
do standardizovaného formatu PMML® pro dal$i vyuziti. Pro vy$e zminény pfipad
banky nam systém vrati v8echna relevantni pravidla, ktera nam implikuji kvalitu uvéru
na zakladé rliznych ryst klientl (viz Obrazek 6). Tato pravidla Ize stahnout a pouZit je
k vytvoreni klasifikaéniho modelu predikujici kvalitu Gvéru Zadatelt o Uvér. Tim banka
dokaze automaticky posoudit, zdali zadateli Gvér poskytnout &i nikoliv.

district(Prostejov) — rating(bad)
Confidence: 0.778 Support: 0.01

district(Prachatice) — rating(bad)
Confidence: 0.75 Support: 0.013

district(Praha) & age([29;38)) — rating(bad)
Confidence: 0.737 Support: 0.02

age([56;65]) & payments(833) — rating(bad)
Confidence: 0.731 Support: 0.028

district(Praha) & payments(833) — rating(bad)
Confidence: 0.722 Support: 0.019

salary(8000-9000) & age([56;65]) — rating(bad)
Confidence: 0.719 Support: 0.067

payments(833) — rating(bad)
Confidence: 0.7 Support: 0.135

*

— rating(good)
Confidence: 0.342 Support: 0.342

o Add all ules [ Task details & Task export

Obrazek 6 Vysledna pravidla vracena systémem EasyMiner

5 Predictive Model Markup Language
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3.2 Architektura systému EasyMiner

Sluzba EasyMiner bézi na pozadi ve dvou médech: limited a unlimited. Oba rezimy
zvladaji stejné operace, avSak na pozadi se jinak pracuje s daty a pouziva se odliSna
infrastruktura. Rezim limited je ur€en pro malé a stfedné velké datasety (fadové do
stovek MB), které jsou zpracovavany rychle v paméti pocitate s pouzitim jednoho
vypocetniho uzlu. Pro praci s velkymi daty (vice nez stovky MB) je uréen rezim
unlimited, ktery vyuziva ke vSem datovym operacim vypocetni uzly v distribuovaném
Hadoop prostfedi MetaCloudu sdruzeni CESNET. Vtomto mdédu je mozné
zpracovavat velka data a hledat pravidla paralelné na vice pocitacich uvnitf velkého
vypocetniho clusteru (Harper, 2015) (White, 2012). Systém EasyMiner je tedy navrzen
i pro praci s velkymi daty, které nelze standardné zpracovat na jednom vypocetnim
uzlu.

Backend

UKklZdéni
REST

Grafické
uZivatelské REST

R
dat
arules, rCBA II

Spréva Uloh Pedzpraco-

a uzivatel REST vavéni dat

rozhrani
Hadoop
Spark
REST Dolovani EasyMiner-SparkMiner,
dat MLlib: FP-growth

Obrazek 7 Architektura systému EasyMiner.

4. Byznys problémy a jejich reSeni pomoci
nastroje EasyMiner

Aplikace EasyMiner pfevazné slouzi k hledani asociacnich pravidel, které se daji
vyuzit pro feSeni mnoha byznys problému. Tyto problémy jsou obvykle spojovany se

zakladnimi ulohami strojového uceni, které jsou rovnéz fesitelné v systému EasyMiner
s pouzitim nalezenych pravidel.

4.1 Predikéni ulohy

Z objevenych pravidel dokaze EasyMiner sestavit klasifikacni model, pomoci kterého
se daji predikovat hodnoty vybraného sloupce ze vstupnich dat na zakladé ostatnich
sloupctl. K tomu nastroj pouziva znamou metodu CBA (Liu, et al., 2001) (Bing, et al.,
1998), ktera pravidla pfizpUsobuje pravée k tvorbé klasifikacnich modelu.

Uvazujme pfipad banky z kapitoly 3.1. Na zakladé metody CBA Ize vytvofit z pravidel
klasifika¢ni model, ktery bude predikovat schopnosti splaceni klienta na zakladé jeho
rysd. Kvalita Gvéru je rozdélena napt. do kategorii Spatna a dobra. Potom Ize ziskat
dvé skupiny pravidel, kde prvni skupina je tvofena takovymi rysy zakaznikt, u kterych
je vySsi pravdépodobnost, Ze budou splacet s problémy. Druha skupina naopak tvofi
sadu vlastnosti zakaznik(, u kterych je vy$$i pravdépodobnost, Ze budou splacet
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bez problém(. Z téchto pravidel se sestavi posloupnost rozhodovacich podminek,
které nam dokazi predikovat kvalitu Uvéru potencialniho klienta (viz Obrazek 6).

4.2 Exploraéni ulohy

Nastroj EasyMiner pomaha k lepSimu porozuméni datim na zakladé nalezenych
pravidel, které nam dokazi identifikovat jednotlivé vztahy mezi atributy (sloupci)
jednotlivych instanci (fadku). Silnou strankou je schopnost nadefinovat si vzor pravidla
a zaméfit se pouze na urcity segment rysu, které uzivatele skute¢né zajima. Pokud
tedy naleznu pravidlo, které nam fika, Zze dany rys se v kombinaci s jinym rysem
vyskytuje s vysokou spolehlivosti a frekvenci, potom mezi t€mito rysy existuje néjaka
spojitost, kterou se nam podafilo odhalit (Firnkranz & Kliegr, 2015). Tuto nové
objevenou znalost Ize poté vyuzit k modifikaci dosavadniho byznys planu a eliminaci
nerentabilnich ¢asti podniku.

Uvazujme pravidlo zpfipadu 3.1, které nam vyjadfuje, ze pokud je klient
z Jihomoravského kraje a zaroven pracuje v lékafstvi, potom s vysokou
pravdépodobnosti bude splacet s problémy. Takto objevena znalost nam muze velmi
pomoci k nalezeni silnych a slabych stranek ve firmé a k identifikaci problémovych
segmentd.

4.3 Detekce anomalii

Ulohu pro hledani pravidel Ize vramci nastroje EasyMiner pfizpasobit na hledani
nefrekventovanych vzord v datech, které nam pomahaji odhalit anomalie neboli
odlehlé &asti v datech (He, et al., 2005). Jako anomdlie je uvazovana néjaka instance
(fFadek) v datech (tabulce), ktera se vyrazné li§i v nékterych rysech od ostatnich
instanci. To nam mze pomoci k odhaleni podezielych klient( &i elementd, které se
nechovaji tak jak je obvyklé. Systém EasyMiner napf. na zakladé pfipadu 3.1
identifikuje nasledujici nefrekventovany vzor

{Plat(nizky), Phjcka(Vysckd), SpliciBezProbléma(ANOY}
Pokud se takovato kombinace rysl vyskytuje v datech s velmi malou frekvenci, potom

ji 1ze povazovat za anomadlii. Na zakladé této znalosti mizeme daného klienta
s takovouto mnozinou rysu blize zkoumat a hledat pFi¢inu této odchylky.

4.4 Hledani byznys pravidel

Byznys pravidla jsou tzv. tvrzeni, ktera definuji ¢&i omezuji nékteré aspekty podniku za
ucelem prosazeni podnikové struktury &i fizeni a ovlivnéni chovani podniku (Vojif,
2016). Mnozina byznys pravidel je tedy jednou z moznosti pro modelovani podniku a
Ize je vyuzit pro znalostni management. V reprezentaci fady standardd jsou samotna
byznys pravidla zaznamenavana v IF-THEN tvaru, které se daji zkonstruovat
z asociagnich pravidel vracenych systémem EasyMiner (Vojif, et al., 2014) (Novotny &
Pricha, 2013). Pravidla tohoto typu se poté daji pouzit v dalSich systémech pro
spravu byznys pravidel, jako jsou napf. Drools nebo OpenRules (Vojif, et al., 2013).

Meéjme mnozinu pravidel, které nam dokazi predikovat schopnost splaceni daného
uvéru néjakého potencialniho zakaznika. Na zakladé této predikce Ize v systému pro
spravu byznys pravidel namodelovat takova pravidla, ktera nam definuji, jaky
alternativni typ pujéky klientovi poskytnout, pokud byla predikovana Spatna kvalita
uvéru. Byznys pravidla si Ize tedy pfedstavit jako sit’ pravidel, kterd na sebe navazuji a
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pomoci kterych lze automaticky Fidit rizné byznys procesy. Kazdou vrstvu téchto
pravidel Ize vygenerovat v systému EasyMiner, na zakladé néjakych trénovacich dat,
a finalné importovat do systému pro spravu byznys pravidel (napf. Drools), ¢imz se
nam muize velmi zjednodusit a ¢astecné zautomatizovat modelovani byznys procestl a
jejich fizeni.

4.5 Prace s velkymi daty

PFi feSeni vySe zminénych byznys problémd maze u realnych firemnich dat dochazet
k problémdm spojenych s pojmem big data. Big neboli velka data jsou takové soubory
dat, které nelze analyzovat standardnimi vypocetnimi prostiedky a nastroji
(Zikopoulos, et al., 2011). Tato data jsou tak velika, Ze k jejich zpracovani je nutné
pouzit vypocetni cluster neboli sadu vzajemné propojenych pocitacli, které nam
dovoluji provadét dany vypocet paralelné. Vznik takto velkych souborli mize nastat
velmi rychle pfi pozorovani objektl v redlném €ase nebo pfi sledovani tokd v sitich,
napf. zaznamy hovorl v telekomunikacnich sitich apod.

Uloha pro hledani asociaénich pravidel je vhodna pro velka data a existuje mnoho
stavajicich feSeni, které dokazi tuto dulohu paralelizovat vramci né&jakého
distribuovaného systému (Li, et al., 2008). Nastroj EasyMiner dovoluje uZivateli fesit
zminéné byznys problémy i pro velka data diky nasazeni do prostfedi Apache Hadoop
(Zaharia, et al.,, 2012). V soucasnosti je nastroj EasyMiner soucasti MetaCloudu
sdruzeni CESNET, jenz pfedstavuje velkou mnozinu vypocetnich uzlli, na kterych Ize
provadét hledani pravidel paralelng, a tedy i pro velka data s uspokojivou odezvou.
Dal$i vyhodou je, ze systém EasyMiner pouziva pro predikéni &i exploraéni ulohy
pravé pravidla, ktera se daji ve velkych datech hledat velmi efektivné a rychle
(Agrawal, et al., 1994) (Furnkranz, et al., 2012).

5. Vyhody a nevyhody pravidlovych modelt oproti jinym
feSenim

Z pfedchozich kapitol je zfejmé, Ze nastroj EasyMiner pouziva k feSeni vySe

zminénych byznys problém0 pravidlovy pfistup. V této kapitole jsou popsany vyhody a

nevyhody takovéhoto feSeni v porovnani s jinymi metodami strojového uceni, které

definované problémy dokazi fesit odliSnymi postupy (Friedman, et al., 2001).

Pro tvorbu klasifikaénich modelt schopnych cokoliv predikovat existuje cela fada
nastroju a algoritmd. At uZz to jsou bézné pfistupy strojového uceni, jako jsou
rozhodovaci stromy, neuronové sité apod. nebo v dneSni dobé& velmi oblibena
disciplina vénujici se hlubokému uceni — tzv. deep learning (moderni neuronoveé sité)
(Schmidhuber, 2015), maji modely zaloZzené na pravidlech stale svoje pevné misto
v oblasti strojového uceni (Firnkranz, et al., 2012). Klasifikacni modely, které jsou
vystupem hlubokého uceni nebo néjakych regresnich analyz pusobi pro bézného
uzivatele jako Cerné skfinky, které dokazi ,néco” predikovat, ovSem uzivatel pfesné
nevi, jak byl tento predikat odvozen. Uvniti této Cerné skrinky je néjaky komplexni
matematicky model, do kterého se neda jednoduchym zplsobem zasahovat ¢i v ném
jednoduSe hledat néjaké souvislosti (Tan & others, 2006). Tyto ne snhadno
interpretovatelné ,black box“ modely ovSem svoji funkci plni, zejména ty co jsou
vystupem hlubokého uceni, a to s velikou mirou pfesnosti.
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Naopak pravidlové modely, i kdyZz nemuseji dosahovat tak dobrych vysledkd jako
modely hlubokého uceni (Kliegr & Kuchaf, 2015), maji jednu velikou vyhodu a tou je
transparentnost kompletniho rozhodovaciho klasifikatoru sestaveného pouze
mnozinou pravidel  (Chorowski, 2012). Tato pravidla jsou snadno Ccitelna a
manipulovatelna; uzivatel mize lehce porozumét tomu, jak a podle ¢eho model
rozhoduje a pfipadné ho jednoduSe rozsifit vlastnimi pravidly (Kliegr, et al., 2014).
Tento fakt mize byt ve findle pro uzivatele podstatnéjSi nez jen samotna pfesnost
klasifikatoru. Mezi hlavnimi vyhodami pouzitim pravidlového pfistupu k tvorbé
klasifikatori v kontrastu s metodami generujici ,black box® modely patfi hlavné
srozumitelnost (jednoduchost), manipulovatelnost, rychlost a objektivita.

district(Prachatice) — rating(bad)
Confidence: 0.75 Support: 0.013

district(Praha) & age([29;38)) — rating(bad)
’ *\ Confidence’ 0.737 Support: 0.02
A\'IL VAY/N age([56;65]) & payments(833) — rating(bad)
\UV w7 ‘v Confidence 0.731 Support 0.028
.ﬁ‘ ’ ‘ district(Praha) & payments(833) — rating(bad)
Confidence: 0.722  Support: 0.019

salary(8000-9000) & age([56,;65]) — rating(bad)
Confidence: 0.719  Support: 0.067

RORQ)

payments(833) — rating(bad)
Confidence: 0.7 Support: 0.135

* — rating(good)
Confidence: 0.342 Support: 0.342

Obrazek 8 Black box klasifikacni model vs pravidlovy model.

Srozumitelnost

Hlavni vyhodou je srozumitelnost a ditelnost vysledk(, které systém EasyMiner
uzivateli nabizi. Vracena pravidla jsou snadno Citelnd a daji se v nich velmi jednoduse
hledat souvislosti a nové znalosti. PFi uZiti pravidel k prediktivni analyze lze velmi
snadno nahlédnout do jadra celého modelu a vidét jakym zplsobem mnozina pravidel
klasifikuje vstupni data. Naopak modely, které jsou vystupem néjakého hlubokého
uceni Ci jednodussi modely pouzivajici linearni €i pravdépodobnostni funkce jsou
bohuzel netransparentni a hodi se spiSe na klasifikaci takovych struktur, které Ize
jednoduseji prevést do matematickych modelt (napf. audiovizualni soubory, toky
v sitich, pozorovani pohybu objektd apod.). Naopak pravidlové modely se vice hodi
pro analyzu realnych dat ve firmach, jako jsou informace o klientech, zaméstnancich,
fakturach, produktech apod. (Friedman, et al., 2001).

DalSim dulezitym modelem prediktivni analyzy, ktery se jiz vice podoba pravidlovym
strukturam, je rozhodovaci strom. Plati, Ze jakykoliv rozhodovaci strom Ize pfevést na
mnozinu pravidel a obracené. Mnozina pravidel je ovSem mnohem jednodussi datova
struktura, neni tak komplexni a pravidlové modely jsou obecné mensi a jednodussi
(Flarnkranz, 2011).

Manipulovatelnost

Seznam vracenych pravidel aplikaci EasyMiner Ize velmi jednodu$e redukovat,
upravovat ¢i doplhovat. Je tedy mozné klasifikaéni modely modifikovat dle
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uzivatelskych vstupl pfidanim vlastnich ¢&i odebranim existujicich pravidel. Vétsina
ostatnich klasifikaénich modelt touto moznosti nedisponuji (Freitas, 2000). Pro
rozhodovaci stromy je zasah do jednotné datové struktury mnohem vétSim problémem
nez do mnoziny pravidel; proto muze byt pouziti pravidlovych modell vyhodnéjsi
pravé s ohledem na manipulovatelnost.

Rychlost

Pro hledani asociacnich pravidel dnes existuje cela fada efektivnich metod, které
dokazi z ohromného stavového prostoru (tj. vS8echna pravidla, kterda mlzeme
vygenerovat) vybrat malou podmnozinu téch nejzajimavéjsich pravidel (Agrawal, et al.,
1994). Algoritmy pro dolovani asociaénich pravidel jsou rovnéz lehce $kalovatelné,
tudiz Ize cely proces hledani pravidel nasadit do distribuovaného systému stejné jako
v pfipadé aplikace EasyMiner, kterd vyuzZiva vypocletni cluster v prostfedi Apache
Hadoop (Li, et al., 2008). V pfipadé klasifikatorli Ize tedy ziskavat modely mnohem
rychleji, a to i pro velka data, nez u jinych komplikovanéjSich metod strojového uceni.
Objektivita

Systém EasyMiner dokaze automaticky vytvaret pro numerickych atributy intervaly
hodnot, ¢imz se vyrazné snizuje pocet hodnot v datech, zvySuje se objektivita modelu
a rovnéz se touto metodou daji eliminovat anomalie, které mohou vést k pfeuéeni
vysledného klasifikacniho modelu (Hawkins, 2004). Mira objektivity ¢i specificity
modelu se da redukovat dle prahl mér zajimavosti ¢i omezenim poctl pravidel
vracenych na vystupu dolovaciho procesu.

6. Analyza podobnych nastroja fungujicich jako SaaS

Nastroj EasyMiner funguje jako webova sluzba, ktera dovoluje uzivateli nahravat data
na serverovou &ast, zpracovavat je a hledat v nich zajimava pravidla. Ze seznamu
pravidel Ize poté vytvaret modely pro klasifikacni ulohy, byznys pravidla ¢i odhalovani
anomalii. V8echny tyto operace lze provadét pres grafické uzivatelské rozhrani
pFistupné skrze internetovy prohlize¢. Na strané serveru jsou data zpracovavana
komplexnimi metodami, které jsou rovnéz pfizpusobeny k distribuovanym vypoctiim
pro paralelni analyzu velkych dat. Samotné uzivatelské rozhrani je ovSem velmi
jednoduché a intuitivni i pro uzivatele, ktefi se pfimo nezajimaji o technickou stranku
oblasti strojového uceni, ale i pfesto chtéji vyuzit takovychto nastrojii pro ziskani
konkurenénich vyhod v ramci svych podnikatelskych plani. VeSkeré operace, které Ize
v systému EasyMiner provadét nejsou dostupné pouze skrze grafické rozhrani, ale i
pfes RESTova APl pro pokroc€ilejSi uzivatele, ktefi si mohou funkce nastroje
EasyMiner integrovat do vlastniho systému.

EasyMiner je poskladan z nékolika mikrosluzeb, které jsou pfedmétem akademického
vyvoje na pudé Vysoké &koly ekonomické v Praze a Ceského vysokého ugeni
technického v Praze. Jedna se tedy o akademicky projekt, ktery je v nynéjsi dobé
vyuzivan pfevazné pro akademické ucely. Jakékoliv komercni vyuzZiti a poskytovani
nastroje v podnikové oblasti je aktualné analyzovano. S touto analyzou je spojeno i
srovnani se sou¢asnymi jinymi nastroji, které jsou schopny poskytovat podobné sluzby
z oblasti strojového uceni.

Sada takovychto sluzeb spada do kategorie MLaaS neboli Machine Learning as a
Service (Ribeiro, et al., 2015). Jedna se tedy o typy softwaru zaloZzenych na modelu
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cloud computing, které jsou poskytovany jako sluzba, jejichz typickymi pfiznaky jsou
(Bruckner, et al., 2012) (VoriSek & Basl, 2008):

o Dostupnost pfes internet
e Pay as you go - uzivatel zaplati pouze za to, co ve skute€nosti vyuZije

e Nasazeni do vypocetniho cloudu, ktery se vyznaluje vysokou mirou
Skalovatelnosti a elasticity. Aplikace by tedy neméla byt omezena vysi
aktualné pfihlasenych uzivatell a vypocty by mély probihat paralelné na vice
strojich.

e Aktuadlnost vyuZivanych sluzeb

e Schopnost integrovat sluzbu do jinych systému skrze API
e Spolehlivost, dostupnost a odolnost proti vypadkim

e Bezpecnost nahranych dat

Nastroj EasyMiner ma za cil byt rovnéz sluzbou typu MLaa$S, v niz plati jasna politika
a obsahovala by vySe zminéné rysy typické pro aplikace typu SaaS (Baldominos, et
al., 2014). Nyné;jsi verze® nema zatim nastavena zadna pravidla pro komeréni vyuZiti a
nelze zatim Fici, vzhledem k jejimu sou¢asnému vyvojovému stavu, ze by vykazovala
rysy veliké spolehlivosti a dostupnosti. Nicméné aktualni verze je pfizplsobena
k nasazeni do vypocetniho cloudu a je schopna obslouzit vice uzivatell najednou a to
i pro velka data s vyuzitim distribuovaného systému Apache Hadoop (nyni zcela bez
omezeni pro akademické ucely). V nasledujicich odstavcich jsou zminény jiné sluzby
(Butler, 2016), které dokazi feSit podobné byznys problémy pravé jako nastroj
EasyMiner. Na zakladé popisu ostatnich nastroju Ize poté snaze urcit, jaké jsou silné a
slabé stranky jednotlivych feSeni a zdali muize systém EasyMiner v nékterych
ohledech konkurovat ostatnim komerénim sluzbam.

6.1 Desktopové nastroje

V prvni Ffadé je dobré uvést standardni desktopové néstroje, které dokazi vySe
nadefinované byznys problémy feSit (viz kapitola 4), a které si uzivatelé mohou
nainstalovat a pouzivat bez omezeni na svém pocitaci. Mezi znamé aplikace, které
implementuji fadu algoritml strojového uceni vcéetné klasifikator a hledani
asociacnich pravidel jsou:

e RapidMiner

e Weka

e IBM SPSS Modeler

e SAS Enterprise Miner

Tyto nastroje se hodi pro analyzu malych a stfedné velkych dat a vykon vypoéta zavisi
na hardwarovém vybaveni stroje uzivatele. Zpracovani dat tedy nelze pro zakladni
verze téchto desktopovy nastroju distribuovat na vice vypocetnich uzlech, tudiz je i
obtizné analyzovat velkd data. Velkou nevyhodou desktopovych feSeni je ovSem
nemoznost integrace nabizenych funkci s jinym systémem, napf. pomoci webového
API.

6 EasyMiner v2.4 - listopad 2016
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Mezi vyhodami pouziti webovych sluzeb oproti dektopovym FeSenim patfi:
o Pfistup ke vS8em operacim pies webové API
e  Grafické uzivatelské rozhrani dostupné online pres internetovy prohlize¢
¢ Neni nutné aplikaci instalovat
e Podpora velkych dat a Skalovani slozitych vypoctl

Standardni dektopové nastroje strojového uceni jsou ureny spiSe pro datové experty,
se kterymi Ize modelovat riizné procesy dolovani dat od nahravani, pfedzpracovani,
uceni az po samotnou evaluaci a praci s vyslednym modelem. K dispozici je obvykle
velka Skala naimplementovanych algoritmu (klasifikace, regrese, shlukovani, detekce
anomalii apod.) a sada pokrogilych vizualizagnich nastroja.

6.2 BigML

Webova sluzba BigML.com patfi v dneSni dobé& mezi Spicku v oblasti strojového uceni
a analyzy dat ve svété. Poskytuji komplexni webové sluzby pro feSeni klasifikacnich
uloh, hledani pravidel, detekci anomalii ¢i shlukovani. Rovnéz sluzba nabizi pokrocilé
metody evaluace, predikce a vizualizace. Aktualné poskytuje své sluzby zdarma pro
ulohy do 16MB. Pro vétsi datasety jiz cena roste s velikosti a po¢tem paralelnich uloh.

Infrastruktura systému BigML vyuziva cloudovych sluzeb spole€nosti Amazon;
pfirozené tedy dokaze Skalovat vypocty a obsluhovat tisice uzivateld najednou diky
distribuované hardwarové infrastruktufe. Sluzba poskytuje uzivateli velmi pfivétiveé
grafické rozhrani, které je dostupné skrze webovy prohlize¢. Déle je moznost
integrovat operace do vlastniho feSeni diky existujicimu RESTovému API. Nastroj
rovnéz dokaze zpracovat datasety v fadech nékolika TB kde jsou ulohy vykonavany
v proudech a v redlném Case.

Aplikace BigML nabizi feSeni pro hledani pravidel, avSak neposkytuje takové moznosti
jako nastroj EasyMiner. Neni zde moznost definovani vzoru pravidla, tvorby
klasifikatniho modelu ze seznam( vracenych pravidel &i sestaveni byznys pravidel.
Co se tyce distribuovanych vypocétd, tak EasyMiner bézi na znamém systému Apache
Hadoop a ulohy pro velké data jsou oproti BigML spoustény davkové. Vyhodou pouziti
Hadoop feSeni je snadna rozSifitelnost a prenositelnost, znama technologie a
schopnost analyzovat velka data. Nevyhodou je samozifejmé rychlost, naroCnost
vypoCtu a vytizeni celé infrastruktury. Porovname-li pfistup pro tvorbu klasifikacnich
modell nastroje EasyMiner a BigML, nejsou rozdily pfiliS§ markantni. BigML pouziva
rozhodovaci stromy, které se daji pfevést na pravidla, avSak jejich model je mnohem
konzistentn&jSi. Naopak EasyMiner vraci pouze mnoZzinu pravidel, se kterou se da
lehce manipulovat a Ize ji upravovat dle uZivatelskych poZzadavku.

Ve zkratce se da fici, ze aplikace EasyMiner poskytuje vice moznosti v oblasti
pravidlového pfistupu k analyze dat. BigML implementuje pouze zakladni pfistupy pro
hledani pravidel a jejich orientace je zaméfena vice na tvorbu rozhodovacich stromu
v pfipadé prediktivni analyzy. Naopak BigML je silny ve vSech ostatnich oblastech.
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6.3 Google Prediction API

Prediction API” je webova sluzba od Googlu, kterda poskytuje nastroj pro tvorbu
klasifikacnich modelt pouze skrze webové API. Pro tuto sluzbu neexistuje zadné
oficialni a robustni grafické rozhrani. Soubor k analyze je potfeba nahrat skrze sluzbu
Google Cloud Storage, ze kterého se poté natrénuje klasifikacni model. Velikost
datasetu je omezena na 2,5GB, tudiz sluzba neni zaméfena na zpracovani velkych
dat. Velikou nevyhodou je, Ze natrénovany model nelze nijakym zpusobem stahnout €i
ho analyzovat; predikce se provadi rovnéz pouze skrze API. Cely klasifikator tedy
pusobi jako ¢erna skfinka a nelze nijakym zplsobem zkoumat chovani daného
modelu. Naopak velikou vyhodou je schopnost proudového (inkrementalniho) u€eni
v realném Case, coz dovoluje ménit uzivateli model na zakladé zmén v datech bez
nutnosti opakovani kompletni trénovaci faze. Sluzba neposkytuje zadné nastroje pro
hledani pravidel ¢i detekci anomailii.

Novym dosud experimentalnim produktem od Google je sluzba Google Cloud Machine
Learning, ktera poskytuje API pro tvorbu klasifikacnich modeld pomoci frameworku
TensorFlow. Tato knihovna nabizi nastroje pro hluboké uceni neboli deep learning a
slouzi hlavné k u€eni kvalitnéjSich modell dle neuronovych siti (Schmidhuber, 2015).

6.4 Amazon Machine Learning

Amazon Machine Learning® poskytuje svoji infrastrukturu k tvorbé klasifikaénich &i
regresnich modell. Stejné jako sluzba od Googlu, i tato predpokliada, Ze jsou data
uloZena v cloudu spolecnosti, ktera sluzbu poskytuje; vtomto pfipadé je to napf.
Amazon S3, Amazon Redshift aj. Ulozni sluzby od Amazonu. Komplexni projekt
Amazon Machine Learning nabizi webové rozhrani pro grafickou analyzu vstupnich
dat, nastroje pro transformaci ¢i pfedzpracovani dat a trénovaci algoritmy pro tvorbu
klasifikacnich modeld, které Ize pouzit bud k davkové, nebo k proudové predikci. Po
nahrani vstupnich dat se tedy veSkeré operace daji délat pouze na infrastrukture
spoleCnosti Amazon a vlastnosti sluzby jsou podobné jako v pfipadé nastroje od
Googlu. Velikost vstupnich datasetll je omezena na 100GB a trénovaci faze mize
trvat maximalné 7 dni. Sluzba neposkytuje zadné funkce pro dolovani asociaénich
pravidel a praci s nimi.

6.5 Microsoft Azure Machine Learning

Tato sluzba nabizi fadu nastroji a algoritm( z oblasti strojového uceni, které Ize
spoustét pfimo na cloudu Microsoft Azure®. Jednotlivé Ulohy se definuji pomoci
pipelines, v nichZ Ize provadét transformace, klasifikace, regrese, shlukovani, detekci
anomalii aj. operace. Vybirat mize uzivatel z velké mnoziny algoritm0, ktera obsahuje
napf. rozhodovaci stromy, neuronové sité, pravdépodobnostni modely apod. Pro
pokrocilé uzivatele je nabizena moznost spoustét moduly pomoci skriptovacich jazyku
R a Python, a to pfimo v cloudu. Sluzba je tedy ur€ena spiSe pro datové experty, ktefi
jiz maji zakladni znalosti o poskytovanych algoritmech a dokazi pracovat se
statistickymi a analytickymi nastroji. K dispozici je velmi pfivétivé grafické uzivatelské

7 https://cloud.google.com/prediction/
8 https://aws.amazon.com/machine-learning/
9 https://azure.microsoft.com/cs-cz/services/machine-learning/
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rozhrani, ve kterém si |Ize velmi jednoduSe definovat komplexni proces pro zpracovani
dat.

Sluzba neni koncipovana pro zpracovani velkych dat, ale spiSe pro jednoduché pouziti
a pfistupnost nabizenych algoritm(, avSak nékteré algoritmy jsou navrzeny pro
paralelni a rychlé zpracovani. Rovnéz je mozné spustit paralelné nékolik uloh
najednou.

6.6 Srovnani EasyMineru s jinymi nastroji

Obecné se neda fici, ktery z uvedenych nastroji je nejlepsi; kazdy je silny v rdznych
rovinach. Pro komplexni feSeni riznych uloh strojového uéeni jsou k dispozici robustni
nastroje Microsoft Azure ML a BigML, které poskytuji vSechny zakladni techniky —
klasifikace, regrese, shlukovani, pravidla, detekce anomalii apod. Oba nastroje
disponuji velmi pfivétivym grafickym rozhranim a BigML navic moznosti vyexportovat
natrénovany model pro offline pouziti. Pro inkrementalni trénovani nebo vyuziti
modernich neuronovych siti (deep learning) je vhodné pouzit sluzeb nabizené
Googlem. Pro rychlou online klasifikaci a predikci s grafickym rozhranim Ize pouzit
Amazon ML.

Nastroj EasyMiner je silny v oblasti dolovani asocia¢nich pravidel, ve které nabizi
velkou Skalu moznosti. V porovnani s konkurenci nemuze dosahovat takovych kvalit,
jelikoz se jedna o akademicky neziskovy projekt, avSak spole¢né s BigML jsou
jedinymi sluzbami (z vySe uvedenych), které disponuji algoritmy pro praci s pravidly
jako SaaS. EasyMiner oproti BigML rozsifuje praci s pravidly o moznosti dolovani dle
vzord, tvorby pravidlovych modeld a byznys pravidel, hodnoceni a manipulaci
s pravidly.

7. Zavér

Prace shrnuje zakladni informace o dolovacim nastroji EasyMiner, ktery je zaméfen na
hledani asociacnich pravidel a praci s nimi. Nastroj funguje jako webova sluzba typu
MLaa$, jelikoz nabizi komplexni prostfedky pro ziskavani znalosti z databazi a feSeni
zakladnich uloh strojového uceni (dle metodiky CRISP-DM) a to skrze webové
rozhrani (GUI + API). Aplikace je rovnéz schopna zpracovat velka data v prostfedi
Apache Hadoop diky vyuziti vypocetniho clusteru MetaCentra sdruzeni CESNET a
paralelné obsluhovat nékolik uzivateld najednou.

V praci byly definovany byznys problémy, pro které je vhodné systém EasyMiner
pouzit. Dale bylo ukdzano srovnani pouZziti pravidlového pfistupu pro rlizné ulohy
z oblasti strojového uceni oproti jinym FeSenim. Vzrlstajici poptavka po provadéni
data miningu ve firmach zvySuje i nabidku webovych sluzeb poskytujici nastroje pro
ziskavani znalosti i prediktivni a deskriptivni analyzu. | pfes velkou silu online
nastroju typu MLaaS, které nabizeji velikani jako Google, Amazon ¢&i Microsoft, Ize i
pro mensi projekt typu EasyMiner najit takové vyuziti, které jiné sluzby nenabizeji
nebo nabizeji jinou formou nevyhovujici cilovému uzivateli.

Podékovani: Tato prace vznikla za podpory Vysoké $koly ekonomické v Praze pod
grantem IGA 29/2016 a Fondu rozvoje CESNET pod grantem ¢&. 540/2014.
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